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Abstrak 
Nitrogen Oksida (NOₓ) adalah salah satu polutan udara yang memerlukan perhatian mendalam karena 

dapat menimbulkan dampak negatif terhadap kesehatan manusia, lingkungan, dan perekonomian. 

Penelitian ini penting dilakukan untuk menyediakan model prediksi konsentrasi NOₓ yang akurat, 

yang berguna sebagai dasar dalam mengambil keputusan dan tindakan mitigasi polusi udara secara 

efektif. Penelitian ini bertujuan untuk mengevaluasi beberapa model jaringan saraf tiruan untuk 

menentukan model terbaik dalam memprediksi konsentrasi NOₓ secara akurat. Salah satu metode 

yang dapat digunakan untuk memprediksi data polusi udara seperti NOₓ adalah jaringan saraf tiruan 

(neural networks). Pada penelitian ini dibangun empat model ANN (Artificial Neural Networks) 

untuk melakukan prediksi data konsentrasi NOₓ dan dilakukan evaluasi terhadap model yang dapat 

memberikan performa yang paling optimal. Adapun keempat model tersebut adalah Feed Forward 

Neural Network (FNN), Time Lagged Neural Networks (TLNN), Seasonal Artificial Neural Networks 

(SANN), dan Long Short Term Memory (LSTM). Penelitian ini memanfaatkan data konsentrasi NO  x

yang berasal dari dataset kualitas udara yang berasal dari UCI Machine Learning Repository. 

Berdasarkan proses pengujian, menunjukkan hasil bahwa model yang dengan performa terbaik dalam 

melakukan prediksi dengan nilai eror paling kecil adalah model LSTM dengan rincian parameter 24 

input nodes, tiga hidden nodes, satu output nodes, dan 300 epoch. Adapun nilai RMSE untuk LSTM, 

FNN, TLNN, dan SANN berturut turut adalah 57.3, 62.8, 64, dan 89. 

Kata kunci: LSTM, jaringan saraf tiruan, polusi udara, konsentrasi NOx, model prediktif 

 

Abstract 
Nitrogen Oxides (NOₓ) are air pollutants that require serious attention due to their potential negative 

impacts on human health, the environment, and the economy. This research is crucial to provide 

accurate predictive models of NOₓ concentration, which can serve as a foundation for decision-
making and effective air pollution mitigation measures. The objective of this study is to evaluate 

several artificial neural network (ANN) models to determine the most effective model for accurately 

predicting NO  x concentrations. One of the methods used for predicting air pollution data, such as 
NOₓ, is artificial neural networks (ANN). In this study, four ANN models were constructed and 
evaluated: Feed Forward Neural Network (FNN), Time Lagged Neural Network (TLNN), Seasonal 

Artificial Neural Network (SANN), and Long Short-Term Memory (LSTM). The models predict NO  x

concentration using data from the air quality dataset provided by the UCI Machine Learning 
Repository. Testing results indicate that the LSTM model performs best, achieving the lowest error 

value, characterized by 24 input nodes, three hidden nodes, one output node, and 300 training 

epochs. The RMSE values for LSTM, FNN, TLNN, and SANN are 57.3, 62.8, 64, and 89, respectively. 

Keywords: LSTM, artificial neural networks, air pollution, NO  xconcentration, predictive model 
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1 Pendahuluan 

 Pencemaran udara menjadi salah satu isu lingkungan yang krusial karena memberikan dampak 

buruk terhadap kesehatan manusia, lingkungan, dan perekonomian. Menurut laporan IQAir 2023, 

Indonesia menempati peringkat pertama di Asia Tenggara untuk polusi udara, dengan kota Tangerang 

Selatan memiliki konsentrasi PM2.5 tahunan sebesar 71,7 µg/m³, delapan kali lipat di atas pedoman 

WHO [1]. Lebih lanjut, laporan yang dirilis oleh Kementerian Kesehatan RI menyatakan bahwa 

empat dari sepuluh penyakit dengan kasus terbanyak di Indonesia adalah penyakit pernapasan, seperti 

PPOK dan pneumonia, yang terkait dengan polusi udara [2]. Nitrogen Oksida (NOₓ) adalah salah satu 

polutan udara yang juga menjadi perhatian utama karena paparan jangka panjang dapat menyebabkan 

risiko terhadap kesehatan janin, menurunkan tingkat kesuburan, meningkatkan risiko kematian, dan 

kanker. Konsentrasi tinggi NOₓ juga berkontribusi dalam pembentukan ozon troposferik (O₃), suatu 

oksidan kuat yang dapat menyebabkan fenomena smog atau kabut asap [3].  

 Beberapa upaya mitigasi yang telah dilakukan meliputi pengendalian emisi kendaraan, 

peningkatan transportasi publik, penghijauan kota, dan pengendalian emisi industri. Namun demikian, 

masih terdapat berbagai kendala seperti kurangnya koordinasi antar lembaga, keterbatasan sumber 

daya, penegakan hukum yang kurang efektif, serta rendahnya partisipasi masyarakat akibat minimnya 

edukasi dan sosialisasi mengenai pentingnya pengendalian pencemaran udara [4]. Untuk mengatasi 

berbagai tantangan tersebut, diperlukan pendekatan yang lebih proaktif dalam pengendalian 

pencemaran udara. Salah satu pendekatan tersebut adalah melalui sistem prediksi kualitas udara. 

Perkiraan kualitas udara memiliki peran penting dalam pengelolaan kualitas udara, karena dapat 

memberikan peringatan kesehatan secara tepat waktu, melengkapi program pengendalian emisi yang 

sudah ada, mendukung perencanaan operasional (misalnya pada sektor penerbangan), serta intervensi 

darurat untuk mengantisipasi kejadian polusi udara yang tinggi [5]. 

Salah satu pendekatan yang dapat dimanfaatkan dalam memperkirakan tingkat pencemaran udara 
adalah dengan menerapkan metode jaringan saraf tiruan (neural networks). Jaringan saraf tiruan 

(ANN) adalah teknik pemodelan data numerik yang bersifat non-linier, terinspirasi dari mekanisme 

jaringan saraf pada makhluk hidup yang meniru proses kerja otak manusia [6]. Data hasil pemantauan 

polusi udara merupakan data non-linear dan metode jaringan saraf tiruan telah terbukti efektif dan 

dapat diandalkan dalam menyelesaikan masalah yang bersifat non-linier [7]. 
Permasalahan yang akan dibahas dalam penelitian ini adalah bagaimana mengembangkan dan 

menentukan model jaringan saraf tiruan yang paling akurat untuk memprediksi data polusi udara, 

seperti konsentrasi NOx. Hal ini didasarkan oleh fakta bahwa terdapat berbagai model jaringan saraf 

tiruan dengan akurasi yang cukup tinggi yang dapat digunakan untuk memprediksi data polusi udara 

[8] [9], tetapi belum banyak penelitian yang membandingkan akurasi dari masing-masing model 

tersebut. Penelitian ini secara khusus bertujuan untuk mengevaluasi dan membandingkan tingkat 

akurasi beberapa model ANN tanpa mengembangkan aplikasi atau visualisasi khusus, melainkan 

berfokus pada identifikasi model prediksi terbaik. Dengan demikian, rekomendasi yang dihasilkan 

dari penelitian ini akan berupa saran penggunaan model yang optimal sebagai dasar pertimbangan 

bagi para pengambil kebijakan dalam menentukan metode mitigasi polusi udara yang lebih efektif. 

Namun, rekomendasi kebijakan secara eksplisit berada di luar ruang lingkup penelitian ini. Hal ini 

menunjukkan bahwa penelitian ini memiliki potensi untuk memberikan kontribusi yang signifikan 

terhadap pengembangan model prediksi data polusi udara, terutama dalam konteks pengambilan 

keputusan oleh pemangku kepentingan terkait pengendalian pencemaran udara. 

Dengan demikian, penelitian ini penting dilakukan untuk mengembangkan dan menentukan 

model jaringan saraf tiruan yang paling akurat untuk memprediksi data polusi udara. Hasil penelitian 

ini diharapkan dapat digunakan untuk meningkatkan akurasi prediksi polusi udara dan membantu 

pengendalian polusi udara. 

 

2 Tinjauan Literatur 

Berbagai penelitian sebelumnya telah mengkaji performa berbagai model jaringan saraf tiruan 

(ANN) dalam konteks prediksi polusi udara. Beberapa studi membandingkan berbagai model ANN 

seperti Feed Forward Neural Network (FNN), Time Lagged Neural Networks (TLNN), Seasonal 

Artificial Neural Networks (SANN), dan Long Short Term Memory (LSTM). Studi [10] menemukan 

bahwa pendekatan ANN dengan real-time dynamic error correction mampu menghasilkan prediksi 
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polusi udara yang lebih akurat dibandingkan metode tradisional dalam daerah dengan tingkat polusi 

tinggi. Studi tersebut, meskipun menunjukkan keunggulan ANN, tidak melakukan perbandingan 

eksplisit antar jenis ANN yang berbeda. 

Penelitian [11] menggunakan data yang diperoleh dari Dinas Lingkungan Hidup Pemerintah 

Kota Surabaya untuk memprediksi berbagai parameter kualitas udara seperti CO, NO, NO2, NOx, 

PM10, SO2, dan faktor-faktor meteorologi seperti arah dan kecepatan angin, radiasi global, 

kelembaban, dan suhu udara. Algoritma Recurrent Neural Network-Long Short Term Memory (RNN-

LSTM) digunakan dalam melakukan prediksi. Analisis yang dilakukan mencakup analisis tren, 

korelasi antara polutan dan faktor meteorologi, serta prediksi Karbon Monoksida menggunakan RNN-

LSTM di Surabaya yang dikorelasikan dengan data meteorologi. Hasil penelitian menunjukkan bahwa 

model prediksi terbaik menggunakan RNN-LSTM dengan RMSE sebesar 1,880 dan menggunakan 

dua hidden layer serta 50 epoch. 

Penelitian [12] memanfaatkan metode deep learning yang termasuk dalam kategori Recurrent 

Neural Network, seperti Long Short-Term Memory (LSTM), Bidirectional LSTM (Bi-LSTM), dan 

Gated Recurrent Unit (GRU), dimanfaatkan untuk melakukan prediksi data deret waktu pada kualitas 

udara berdasarkan parameter suhu, kelembaban, partikel debu halus PM10, serta Indeks Standar 

Pencemar Udara (ISPU). Hasil penelitian menunjukkan bahwa penerapan model LSTM dan LSTM 
Bidirectional menghasilkan kinerja yang lebih baik daripada model Gated Recurrent Unit (GRU). 

Dalam kedua model tersebut, nilai Root Mean Square Error (RMSE) prediksi pada data uji lebih kecil 

daripada standar deviasi dari dataset uji untuk variabel suhu, kelembaban, dan ISPU dengan skor 

untuk suhu (LSTM 3.18 < 4.40, LSTM-Bi 3.23 < 4.40), kelembaban (LSTM 6.96 < 19.32, LSTM-Bi 

7.07 < 19.32), dan ISPU (LSTM 1.84 < 1.90, LSTM-Bi 1.86 < 1.90). 

Penelitian [13] menggunakan metode long short-term memory untuk melakukan prediksi 

terhadap lima parameter zat yang terdapat dalam Indeks Standar Pencemar Udara (ISPU), 

menghasilkan hasil pengujian yang berbeda untuk setiap parameter tersebut. Partisi data yang 

digunakan untuk tiap parameter zat berbeda satu sama lain seperti contohnya PM10 dengan 80% data 

latih dan 20% data uji sedangkan SO2 dengan 50% data latih dan 50% data uji. Berdasarkan hasil 

pengujian partisi data, pemodelan terbaik ditemukan untuk PM10 dengan konfigurasi epoch = 100, 

hidden layer = 1, jumlah neuron = 128, dan optimizer = Rmsprop, menghasilkan nilai Root Mean 

Square Error (RMSE) sebesar 0.007237 sedangkan untuk NO2 menggunakan epoch = 50, hidden 
layer = 1, neuron = 64, optimizer = Adam, menghasilkan nilai RMSE sebesar 0.0431. 

Berdasarkan metode long short-term memory (LSTM), penelitian [14] menggunakan model 

prediksi dengan multi-output and multi-index of supervised learning (MMSL). Penelitian 

menggunakan beberapa indikator polusi udara seperti PM2.5, CO, NO2, O3, dan SO2 dan 

menggunakan indikator evaluasi seperti MAE, RMSE, dan R2. Model MMSL yang diusulkan, 

dibandingkan dengan model dasar lainnya, yaitu CNN-LSTM dan CNN-Bi-RNN juga dengan dua 

model mutakhir yang ada saat ini, yaitu STE dan LSTM-FC. Hasil perbandingan menunjukkan model 

MMSL lebih efektif daripada model-model lainnya. Hal ini dibuktikan dengan hasil indikator 

evaluasi, contohnya pada nilai RMSE MMSL, CNN-LSTM, dan CNN-Bi-RNN berturut-turut adalah 

11.148, 28.414, dan 28.824. 

Penelitian [15] menggunakan analisis korelasi dan aritificial neural networks (termasuk wavelet 
ANNs atau biasa disingkat WANN) untuk mengidentifikasi hubungan linier dan non-linier berturut-

turut pada air pollution index (API) dan variabel meteorologi di kota Xi'an dan Lanzhou. Bayesian 
regularization diaplikasikan pada algoritma yang telah dilatih dan menunjukkan bahwa model ANN 

dan WANN menghasilkan prediksi yang akurat untuk data API di Kota Xi’an dan Lanzhou dengan 

performa model WANN yang lebih baik dibandingkan dengan ANN, yaitu skor pada model WANN 

(R = 0.8846 untuk Xi’an dan R = 0.8906 untuk Lanzhou) sedangkan ANN mendapatkan skor (R = 

0.8037 untuk Xi’an dan R = 0.7742 untuk Lanzhou). Hasil ini menunjukkan bahwa WANN efektif 

dalam peramalan API jangka pendek karena dapat mengenali pola historis sehingga WANN dapat 

mengidentifikasi hubungan non-linier antara variabel input dan output. 
Penelitian [16] mengembangkan model untuk memprediksi konsentrasi partikulat (PM) 

menggunakan metode long short term memory (LSTM) dan metode deep autoencoder (DAE) 

kemudian membandingkan hasil model dengan indikator evaluasi root mean square error (RMSE). 

Peneliti menerapkan model tersebut pada data kualitas udara per jam dari 25 stasiun di Seoul, Korea 

Selatan, untuk periode 1 Januari 2015 hingga 31 Desember 2018. Penelitian memprediksi konsentrasi 
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PM untuk jangka waktu 10 hari dengan laju pembelajaran optimal 0.01 untuk 100 epochs dengan 

batch size 32 pada model LSTM dan batch size 64 untuk model terbaik model DAE. Model yang 

diajukan secara efektif dapat memprediksi konsentrasi PM, dengan model LSTM menunjukkan 

kinerja yang sedikit lebih baik daripada DAE. 

Penelitian [17] bertujuan untuk membandingkan performa multiple linear regression (MLR) dan 

multi-layer perceptron (MLP) dalam memprediksi konsentrasi SO2 pada kualitas udara di Kota 

Tehran. Beberapa parameter berbeda dipilih untuk memprediksi konsentrasi harian SO2 seperti 

parameter meteorologi, data lalu lintas perkotaan, informasi ruang terbuka hijau, dan parameter 

waktu. Berdasarkan hasil yang diperoleh, koefisien korelasi (R2) dan root means square error 

(RMSE) dari model MLR adalah 0,708 dan 6,025. Sementara itu, nilai RMSE dari model MLP adalah 

0,9 dan 0,42. Berdasarkan hasil analisis sensitivitas, nilai one-day time delay, indikator taman, 

musim/tahun, dan luas area taman merupakan faktor utama yang mempengaruhi konsentrasi SO2. 

Model MLP yang diusulkan dalam penelitian ini dapat diaplikasikan untuk mendukung, menganalisis, 

dan meningkatkan prediksi polusi udara dan manajemen kualitas udara. 

Penelitian [18] melakukan perbandingan antara model semi-supervised bidirectional LSTM 

dengan metode ANN lainnya dalam konteks prediksi kualitas udara dan menemukan bahwa model 

LSTM menunjukkan hasil terbaik karena kemampuannya dalam menangkap pola temporal kompleks. 

Studi ini menggarisbawahi pentingnya penggunaan pendekatan LSTM untuk data time series kualitas 

udara yang memiliki pola temporal rumit. 

Secara kritis, meskipun model LSTM menunjukkan hasil yang menjanjikan dibandingkan model 

ANN konvensional lainnya, sebagian besar studi yang ada masih terbatas dalam melakukan evaluasi 

komparatif secara komprehensif pada berbagai jenis model ANN dalam satu studi yang sama, 

terutama dalam konteks prediksi konsentrasi NO  xsecara spesifik. Oleh karena itu, penelitian ini hadir 

untuk mengisi kesenjangan tersebut dengan mengevaluasi dan membandingkan kinerja beberapa 

model ANN dalam konteks prediksi konsentrasi NOₓ yang lebih spesifik dan terfokus. 

 

3 Metode Penelitian  

Penelitian ini menggunakan pendekatan eksperimental untuk mengevaluasi performa empat 

model jaringan saraf tiruan dalam memprediksi konsentrasi polutan NOₓ. Metodologi yang digunakan 

mencakup serangkaian tahapan sistematis mulai dari pengumpulan data hingga evaluasi model, 

dengan mempertimbangkan karakteristik data time series dan kompleksitas masing-masing arsitektur 

jaringan saraf tiruan. Dalam pelaksanaan proses penelitian, penulis menggunakan bahasa 

pemrograman Python serta beberapa library pendukung seperti NumPy, Pandas, Keras, Scikit-learn, 

dan Matplotlib. Tools ini digunakan untuk proses pra-pemrosesan data, pembangunan model, 

pelatihan, prediksi, serta visualisasi hasil evaluasi model. 

Meskipun penelitian ini tidak secara eksplisit membangun aplikasi berbasis pengguna (user 

interface) atau sistem prediktif terintegrasi, seluruh tahapan pemodelan dan analisis telah dikemas 

dalam bentuk notebook interaktif (Jupyter Notebook) yang memungkinkan pengembangan lebih 

lanjut ke arah implementasi sistem atau aplikasi. Visualisasi hasil seperti grafik evaluasi dan 

perbandingan prediksi model disusun dalam bentuk yang mudah dipahami. 

Struktur tahapan penelitian ini secara tidak langsung mengadopsi prinsip-prinsip dalam 

framework CRISP-DM (Cross Industry Standard Process for Data Mining), mulai dari tahap business 

understanding (pemahaman masalah), data understanding (eksplorasi dataset), data preparation (pra-

pemrosesan), modeling (pembangunan dan pelatihan model), hingga evaluation (penilaian performa 

model). Penelitian ini belum mencakup tahap deployment secara eksplisit, namun struktur tahapan 

memungkinkan perluasan ke arah pengembangan sistem prediktif terapan di masa mendatang. 

Tahapan penelitian secara lengkap dapat dilihat pada Gambar 1, yang mengilustrasikan alur kerja 

mulai dari ekstraksi data mentah, pra-pemrosesan, pembangunan model, hingga analisis performa 

menggunakan berbagai metrik evaluasi. Setiap tahapan dirancang untuk memastikan validitas hasil 

dan memungkinkan perbandingan yang objektif antar model. 
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Gambar 1.  Tahapan penelitian 

 

Pada tahap awal, dataset diunduh dari tautan https://archive.ics.uci.edu/dataset/360/air+quality 

[19]. Pemilihan dataset ini didasarkan pada beberapa pertimbangan. Dataset ini memiliki karakteristik 

multivariate time-series, yang sangat sesuai dengan pendekatan pemodelan yang digunakan dalam 

penelitian ini, yaitu jaringan saraf tiruan (ANN). Selain itu, dataset ini menyajikan data yang direkam 

secara real-time dari lingkungan nyata, sehingga meningkatkan validitas hasil pemodelan terhadap 

fenomena sebenarnya di lapangan. Kemudian, salah satu variabel utama yang tersedia dalam dataset 

ini adalah konsentrasi Nitrogen Oksida (NOₓ), yang menjadi fokus utama dalam penelitian ini. 

Keberadaan variabel NOₓ memungkinkan peneliti untuk melakukan prediksi spesifik terhadap 

konsentrasi polutan tersebut. 

Dataset ini dipublikasikan pada 22 Maret 2016 dan memuat data rata-rata respons setiap jam dari 

lima sensor kimia berbasis oksida logam yang terintegrasi dalam sistem Multisensor untuk 

pemantauan kualitas udara. Perangkat ini diletakkan di lingkungan terbuka pada wilayah yang 

memiliki tingkat polusi tinggi, tepatnya di sisi jalan di salah satu kota di Italia. Setiap respons per jam 

tersebut dicatat bersamaan dengan data referensi konsentrasi gas dari alat analisis bersertifikasi. 

Dataset air quality memiliki karakteristik multivariate time series, yaitu kumpulan deret waktu yang 
menggambarkan berbagai aspek dari fenomena temporal tertentu [20]. Record yang terdapat pada 

dataset merupakan pengukuran riil yang dilakukan di dunia nyata, dengan total 9358 baris data dan 15 

kolom pengamatan. 
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Record pada dataset direkam dari Maret 2004 hingga Februari 2005 (satu tahun) yang menjadi 

rekaman terpanjang yang tersedia secara bebas dari respon perangkat sensor kimia kualitas udara yang 

digunakan di lapangan. Konsentrasi rata-rata rata-rata per jam untuk CO, Hidrokarbon Non Metana, 

Benzena, Total Nitrogen Oksida (NOx) dan Nitrogen Dioksida (NO2), dihasilkan oleh reference 
certified analyzer yang berada di lokasi yang sama. Dataset ini dapat digunakan secara eksklusif 

untuk tujuan penelitian. Namun, tidak diperbolehkan untuk keperluan komersial. Dataset tersebut juga 

tidak memiliki nilai null yang berarti dataset memiliki kualitas yang cukup baik. 

Dataset memiliki total 15 kolom dengan kolom pertama dan kedua berturut-turut adalah tanggal 

dan waktu pengamatan. Dataset ini mengukur kualitas udara pada rentang waktu setiap jam sehingga 

untuk pengamatan selama satu hari terdapat total 24 pengamatan dimana setiap pengamatan mewakili 

pengamatan setiap jam. Sedangkan kolom-kolom yang lain mengukur aneka rata-rata konsentrasi dari 

berbagai macam gas polusi udara, juga rata-rata respon sensor per jamnya. Untuk penelitian ini, 

dipilih salah satu dari variabel, yaitu NOx(GT) yang merupakan konsentrasi NOx rata-rata per jam 

yang sebenarnya dalam ppb dengan jumlah 569 baris pertama data. 

Setelah melakukan ekstraksi data NOx dari dataset mentah, selanjutnya dilakukan eksplorasi data 

untuk mengetahui pola dan karakteristik data. Bahasa pemrograman yang digunakan pada penelitian 

ini adalah Python sehingga perlu mengimpor beberapa library yang dibutuhkan pada proses prediksi 
nantinya. Data hasil ekstraksi sebelumnya dimuat ke dalam sebuah variabel kemudian disesuaikan 

formatnya menjadi matriks dan dinormalisasi. Data dibagi menjadi training set dan test set dengan 

jumlah persentase untuk setiap set berturut-turut adalah 80% dan 20%. Selain pembagian data 

tersebut, validasi model juga menjadi perhatian dalam proses evaluasi. Namun dalam penelitian ini 

belum diterapkan teknik cross-validation seperti k-fold cross-validation secara eksplisit. Teknik ini 

menjadi salah satu peluang pengembangan untuk penelitian selanjutnya, agar mampu memberikan 

gambaran generalisasi model yang lebih menyeluruh terhadap dataset yang tersedia. 

Selanjutnya adalah membuat setiap model yang akan digunakan untuk memprediksi data NOx, 

yaitu Feed Forward Neural Network (FNN), Time Lagged Neural Networks (TLNN), Seasonal 

Artificial Neural Networks (SANN), dan Long Short Term Memory (LSTM). Setiap model tersebut 

akan menghasilkan nilai prediksi untuk jangka waktu yang ditentukan. Kemudian setiap model akan 

dievaluasi menggunakan beberapa metrik statistik yang biasa digunakan untuk mengukur seberapa 

akurat model memprediksi nilai sebenarnya seperti mean squarred error (MSE), mean absolute error 

(MAE), dan nilai root mean square error (RMSE). Nilai ketiga metrik tersebut nantinya akan 

digunakan sebagai acuan untuk menentukan model artificial neural networks yang memberikan 

performa terbaik dengan nilai eror paling kecil. Penelitian ini bertujuan untuk melakukan evaluasi 

terhadap 4 model ANN yang dibangun untuk memprediksi konsentrasi NOx sehingga dihasilkan 

model yang memberikan performa paling optimal. 

 

4 Hasil dan Pembahasan  

Penelitian ini melakukan prediksi data konsentrasi polutan udara NOx menggunakan beberapa 

model, yaitu Feed Forward Neural Network (FNN), Time Lagged Neural Networks (TLNN), 

Seasonal Artificial Neural Networks (SANN), dan Long Short Term Memory (LSTM). Kemudian 

hasil prediksi akan dievaluasi menggunakan beberapa indikator evaluasi seperti MSE, MAE, dan 

RMSE untuk menentukan model terbaik yang menghasilkan nilai prediksi paling akurat dengan nilai 

eror yang paling kecil. Penelitian ini mengimplementasikan beberapa library berbeda antara lain 

adalah numpy, pandas, matplotlib, keras, sklearn, dan IPython. Keempat model yang akan digunakan 

untuk melakukan prediksi data NOx dilatih dengan bahasa pemrograman Python. 

Hal pertama yang dilakukan adalah mengunduh raw dataset dari laman 

https://archive.ics.uci.edu/dataset/360/air+quality [19]. Preview dataset dalam format csv dapat dilihat 

pada Tabel 1. Dataset memiliki 15 kolom atau variabel pengamatan dengan dua kolom pertama 

merupakan tanggal dan waktu pengukuran. Variabel NOx diketahui terdapat pada kolom ke-8. 

Selanjutnya perlu dilakukan ekstraksi variabel NOx beserta tanggal dan waktu pengukurannya. 

Tabel 2 menunjukkan hasil ekstraksi yang menampilkan tiga variabel pengukuran, yaitu 

konsentrasi NOx, tanggal, dan waktu pengukuran. Pada penelitian ini hanya akan menggunakan 569 

data pertama dari total jumlah keseluruhan dataset. Proses tersebut menghasilkan dataset dengan 3 
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variabel pengukuran, yaitu konsentrasi NOx, tanggal, dan waktu pengukuran degan total record 
sebanyak 569 baris. 

 

 

 

Tabel 1. Dataset air quality 

 
 

Tabel 2. Hasil ekstraksi data nox 

Nomor Tanggal Waktu NOx(GT) 

1 

2 

3 

4 

5 
… 

… 

… 

565 

566 

567 

568 

569 

2004-10-03 

2004-10-03 

2004-10-03 

2004-10-03 

2004-10-03 
…… 

…… 

…… 

2004-03-04 

2004-03-04 

2004-03-04 

2004-03-04 

2004-03-04 

18:00:00 

19:00:00 

20:00:00 

21:00:00 

22:00:00 
…… 

…… 

…… 

06:00:00 

07:00:00 

08:00:00 

09:00:00 

10:00:00 

 

166 

103 

131 

172 

131 
…… 

…… 

…… 

73 

159 

203 

211 

-200 

 

 

Pada eksplorasi data, hal utama yang dilakukan adalah mengidentifikasi pola data time series. 
Hal tersebut penting dilakukan sebelum melakukan forecasting karena beberapa alasan, diantaranya 

supaya mendapatkan pemahaman yang lebih baik terkait perilaku data, meningkatkan akurasi, 

meminimalisir kesalahan prediksi, meningkatkan efisiensi, dan meningkatkan keandalan prediksi. 

Mengidentifikasi pola data time series dapat dilakukan dengan berbagai cara, salah satunya yaitu 

dengan membuat visualisasi data menggunakan line graph. Gambar 2 menunjukkan visualisasi data 

konsentrasi NOx yang disajikan dalam bentuk line graph. Pada Gambar 2 terlihat bahwa data 

mempunyai pola yang berulang setiap beberapa periode waktu. Setiap periode waktu tertentu jumlah 

konsentrasi NOx akan turun pada titik minumnya kemudian naik dengan fluktuatif hingga kemudian 

turun lagi pada titik minimumnya. Apabila dilakukan pengamatan terhadap pola data, diketahui 

bahwa konsentrasi NOx akan mencapai titik minimumnya pada nilai -200 ppb yang terjadi setiap jam 

03.00 setiap hari, seperti ditunjukkan pada Gambar 3. Berdasarkan Gambar 3 dapat dikatakan bahwa 

pola tersebut berulang setiap periode 24 jam atau satu hari. Kemudian pada Gambar 2 diketahui 
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bahwa pola yang berulang pada grafik tidak memiliki tren positif maupun negatif. Selain itu, panjang 

pola pada grafik tidak berubah seiring dengan perkembangan waktu. Berdasarkan informasi-informasi 

tersebut dapat disimpulkan bahwa data mempunyai pola constant trend with additive seasonality. 

Informasi ini berguna supaya penulis dapat lebih baik dalam mengetahui perilaku data dan 

meningkatkan akurasi saat proses forecasting nantinya. 

 

 
Gambar 2. Grafik garis konsentrasi nox 

 
Gambar 3. Pola data konsentrasi nox  

 

Sebelum memuat data yang dilakukan pada bahasa pemrograman Python, dilakukan proses 

impor library seperti numpy, pandas, matplotlib, keras, sklearn, dan IPython. Selanjutnya pada pra-

premrosesan data, data diubah menjadi format yang kompatibel dengan ANN, yaitu dalam bentuk 

matriks dan dinormalisasi menggunakan MinMaxScaler. Kemudian dataset yang telah dikonversi 

menjadi bentuk matriks akan dibagi ke dalam dua macam data, yaitu training set dan testing set 

dengan komposisi berturut-turut adalah 80% dan 20%. Data training dimanfaatkan dalam proses 

pelatihan model, sedangkan data testing berperan dalam mengukur performa model [21]. Gambar 4 

menunjukkan data testing set dari konsentrasi NOx dalam bentuk visualisasi line graph yang nantinya 

akan digunakan untuk mengevaluasi kinerja setiap model. 

 
Gambar 4. Grafik data uji 
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Secara umum, terdapat 4 fungsi yang diperlukan dalam membangun algoritma keempat model 

ANN yang diajukan, yaitu pra-premrosesan data, prakiraan langkah waktu 'n' berikutnya, proses 

pelatihan dan prediksi, dan menghitung skor pada data pengujian. Keempat fungsi tersebut akan 

digunakan pada proses pelatihan model nantinya. Setiap model memiliki parameter yang nantinya 

akan digunakan dalam proses pelatihan dan prediksi sesuai cara kerja setiap model tersebut. Pada 

FNN, parameter yang dibutuhkan adalah look_back, hidden_nodes, output_nodes, epochs, batch_size, 

dan future_steps. Pada model TLNN memiliki parameter time_lagged_points, hidden_nodes, 

output_nodes, epochs, batch_size, dan future_steps. Pada model SANN memiliki parameter 

seasonal_period, hidden_nodes, epochs, batch_size, dan future_steps. Kemudian pada model LSTM 

memiliki parameter look_back, hidden_nodes, output_nodes, epochs, batch_size, dan future_steps. 

Pemilihan nilai parameter pada setiap model menentukan nilai hasil prediksi data NOx sehingga 

diperlukan beberapa kali percobaan supaya mendapatkan model yang optimal. Apabila model masih 

belum optimal maka diperlukan penyesuaian kembali nilai-nilai parameter yang dimasukkan pada 

model. Nilai-nilai parameter tersebut juga harus disesuaikan dengan karakteristik data yang telah 

diidentifikasi pada tahap eksplorasi data sebelumnya supaya mendapatkan hasil yang optimal. 

 
Tabel 3. Nilai parameter terbaik setiap model 

Model Input Nodes Hidden Nodes Output Nodes Epoch 

FNN 25 6 1 500 

TLNN 12 4 1 300 

SANN 24 4 1 500 

LSTM 24 3 1 300 

     

 

Tabel 3 menunjukkan kombinasi nilai parameter terbaik untuk masing-masing model dimana 

pada pengujian yang dilakukan dengan 20 batch size dan n = 60 untuk prakiraan langkah waktu 'n' 

berikutnya (number of future steps forecasted) didapatkan bahwa untuk model FNN parameter 

terbaiknya adalah 25 input nodes, 6 hidden nodes, 1 output nodes, dan 500 epoch. Parameter terbaik 

untuk TLNN adalah 12 time lagged points, 4 hidden nodes, 1 output nodes, dan 300 epoch. Parameter 

terbaik untuk SANN adalah 24 input nodes, 4 hidden nodes, 24 output nodes, dan 500 epoch. 

Parameter terbaik untuk LSTM adalah 24 input nodes, 3 hidden nodes, 1 output nodes, dan 300 

epoch. Hasil prediksi menunjukkan bahwa model LSTM adalah model yang memberikan nilai 

prediksi paling akurat dengan hasil prediksi untuk setiap model ditampilkan pada Gambar 6. 

 

Tabel 4. Nilai metrik evaluasi setiap model 

Model MSE MAE RMSE 

FNN 3942.3 43.6 62.8 

TLNN 4091.4 42.9 64.0 

SANN 7926.1 61.3 89.0 

LSTM 3281.9 44.7 57.3 

    

 

Tabel 4 menunjukkan nilai metrik evaluasi untuk masing-masing model. Berdasarkan hasil nilai 

indikator mean squarred error (MSE), mean absolute error (MAE), dan root mean squarred error 

(RMSE) diketahui bahwa model LSTM adalah model yang mempunyai nilai eror paling kecil di 

antara ketiga model lainnya dengan MSE, MAE, dan RMSE pada model LSTM berturut-turut adalah 

3281.9, 44.7, dan 57.3. Pada model FNN nilai MSE, MAE, dan RMSE berturut-turut adalah 3942.3, 

43.6, dan 62.8. Pada model TLNN nilai MSE, MAE, dan RMSE berturut-turut adalah 4091.4, 42.9, 

dan 64. Pada model SANN nilai MSE, MAE, dan RMSE berturut-turut adalah 7926.1, 61.3, dan 89. 

Adapun nilai RMSE untuk keempat model divisualisasikan dalam bentuk bar chart pada Gambar 5. 
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Gambar 5. Grafik perbandingan nilai rmse keempat model 
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Gambar 6. Grafik hasil prediksi nox keempat model ANN 

Berdasarkan hasil prediksi dan beberapa nilai indikator evaluasi, diketahui bahwa model LSTM 

merupakan model ANN yang memiliki performa terbaik dalam melakukan prediksi data time series 
NOx dibandingkan dengan ketiga model ANN lainnya, yaitu FNN, TLNN, dan SANN. Model LSTM 

berhasil melakukan prediksi data NOx dengan rincian parameter 24 input nodes, 3 hidden nodes, 1 

output nodes, 300 epoch serta nilai MSE, MAE, dan RMSE berturut-turut adalah 3281.9, 44.7, dan 

57.3. Hal ini konsisten dengan penelitian-penelitian terkait sebelumnya dimana LSTM mendapatkan 

performa terbaik dalam melakukan prediksi dibanding dengan model-model ANN lainnya [11] [13] 

[16]. 

Pada Gambar 6, terlihat bahwa model FNN cukup sensitif terhadap kenaikan dan penurunan 

konsentrasi NOx. Prediksi yang dihasilkan mengikuti tren data aktual dengan baik, meskipun terdapat 

beberapa deviasi pada puncak dan lembah. Hal ini menunjukkan bahwa FNN memiliki kemampuan 

yang cukup baik dalam menangkap pola perubahan konsentrasi NOx, namun tidak selalu akurat pada 

perubahan yang sangat cepat atau ekstrem. 

Model TLNN juga menunjukkan sensitivitas yang baik terhadap perubahan konsentrasi NOx. 

Grafik prediksi TLNN memperlihatkan bahwa model ini mampu mengikuti fluktuasi data aktual 

dengan cukup baik. Namun, ada beberapa perbedaan yang signifikan pada titik-titik perubahan yang 
tajam, yang menunjukkan bahwa TLNN mungkin memiliki keterbatasan dalam menangkap perubahan 

mendadak dalam data musiman. 

Grafik prediksi SANN menunjukkan performa yang lebih rendah dibandingkan model lainnya. 

Model ini tampaknya tidak mampu menangkap fluktuasi dan pola musiman dengan baik, yang terlihat 

dari perbedaan besar antara prediksi dan data aktual. Meskipun data memiliki pola musiman, 

performa rendah SANN mungkin disebabkan oleh kompleksitas tambahan yang dihasilkan oleh faktor 

musiman, yang tidak diakomodasi dengan baik oleh model ini. 

Model LSTM menunjukkan hasil prediksi yang paling akurat dibandingkan model lainnya. 

Grafik prediksi LSTM memperlihatkan bahwa model ini sangat sensitif terhadap kenaikan dan 

penurunan konsentrasi NOₓ, dengan prediksi yang sangat mendekati data aktual. Kemampuan LSTM 

untuk mengingat informasi jangka panjang memungkinkan model ini menangkap pola kompleks dan 

perubahan musiman dengan lebih baik. 

Hasil ini sejalan dengan penelitian sebelumnya yang menunjukkan bahwa LSTM unggul dalam 

memprediksi data time-series dengan pola musiman dan tren yang dinamis. Misalnya, penelitian [18] 

juga menemukan bahwa model LSTM memberikan performa lebih baik dibandingkan dengan model 

ANN konvensional dalam konteks prediksi kualitas udara. Namun, beberapa penelitian lain 

menunjukkan bahwa dalam kondisi tertentu, model seperti TLNN atau SANN dapat memiliki 

performa yang lebih stabil dalam dataset dengan pola musiman yang sangat kuat. Perbedaan ini 

mungkin disebabkan oleh karakteristik dataset yang digunakan, di mana pola NOₓ dalam dataset ini 

lebih dipengaruhi oleh faktor jangka panjang dibandingkan pola musiman yang berulang secara 

spesifik. 

Kontribusi utama penelitian ini adalah memberikan evaluasi komprehensif terhadap berbagai 

model ANN dalam konteks prediksi konsentrasi NOₓ, yang masih jarang dikaji secara spesifik dalam 

studi sebelumnya. Dengan hasil yang menunjukkan keunggulan LSTM, penelitian ini dapat menjadi 

referensi bagi penelitian lanjutan dalam pengembangan model prediktif polusi udara yang lebih 

akurat. Dari perspektif praktis, model yang lebih akurat dalam memprediksi polusi udara seperti 

LSTM dapat digunakan dalam berbagai kebijakan pengendalian polusi. Misalnya, prediksi polusi 

yang lebih tepat dapat membantu otoritas lingkungan dalam merancang strategi mitigasi yang lebih 

responsif, seperti pembatasan lalu lintas kendaraan di area tertentu atau peningkatan efisiensi sistem 

peringatan dini bagi masyarakat yang rentan terhadap paparan polusi udara. Oleh karena itu, hasil 

penelitian ini memiliki potensi besar untuk diimplementasikan dalam sistem pemantauan dan 

perencanaan lingkungan yang lebih cerdas. 

 

5 Kesimpulan 
Berdasarkan evaluasi terhadap empat model jaringan saraf tiruan (ANN) yang digunakan untuk 

memprediksi konsentrasi NOₓ, yaitu FNN, TLNN, SANN, dan LSTM, ditemukan bahwa model 

LSTM memberikan performa terbaik dengan nilai error paling rendah (MSE: 3281.9, MAE: 44.7, 
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RMSE: 57.3) menggunakan parameter optimal 24 input nodes, 3 hidden nodes, 1 output node, dan 

300 epoch. Model FNN menempati posisi kedua (RMSE: 62.8), diikuti TLNN (RMSE: 64.0), 

sementara SANN menunjukkan performa terendah (RMSE: 89.0) dalam memprediksi pola musiman 

data. Keunggulan LSTM terutama terletak pada kemampuannya menangkap pola jangka panjang dan 

mengatasi masalah vanishing gradient serta exploding gradient. Untuk pengembangan lebih lanjut, 

penelitian ini merekomendasikan eksplorasi dataset yang lebih besar dan lebih bervariasi untuk 

meningkatkan generalisasi model terhadap kondisi lingkungan yang berbeda. Selain itu, teknik 

peningkatan model seperti fine-tuning hyperparameter yang lebih luas atau penerapan pendekatan 

hybrid ANN, seperti kombinasi LSTM dengan metode ensembel atau attention mechanism, dapat 

dipertimbangkan untuk meningkatkan akurasi prediksi. Dari perspektif aplikasi praktis, model 

prediksi NOₓ yang lebih akurat dapat dimanfaatkan dalam sistem pemantauan kualitas udara berbasis 

IoT atau diterapkan dalam sistem prediksi berbasis cloud yang memberikan informasi real-time 

kepada pembuat kebijakan dan masyarakat. Implementasi ini dapat membantu otoritas lingkungan 

dalam menyusun strategi mitigasi yang lebih tepat, seperti pembatasan lalu lintas di area dengan 

tingkat polusi tinggi atau peringatan dini bagi kelompok rentan terhadap paparan polusi udara. Oleh 

karena itu, hasil penelitian ini diharapkan dapat berkontribusi pada pengembangan solusi berbasis AI 

dalam pengendalian kualitas udara yang lebih efektif dan adaptif. 
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